Лекция 9.
· SVD. Реализация при помощи SQL. Метод главных компонент (PCA).
· Латентно-семантический поиск (поиск по смыслу) при помощи SVD.
· Naïve Bayes. Реализация в SQL

Практикум:
· Реализация SVD при помощи запросов

Лекция 9.

Что такое SVD:
Сингулярное разложение – это декомпозиция заданной матрицы на три другие:
,
где столбцы матрицы U – это ортонормированные собственные вектора матрицы (левые сингулярные вектора), столбцы матрицы V – это ортонормированные собственные вектора матрицы  (правые сингулярные вектора). Матрица S – диагональная матрица, на диагонали которой размещены в невозрастающем порядке значения () равные корням из собственных чисел матрицы  или  (можно проверить, что они будут одними и теми же). Эти значения называются сингулярными значениями (числами) матрицы А. В случае, если d<> n максимальное количество элементов в матрице S равно min(n,d). 
Представление матрицы A через сингулярные векторы и сингулярные числа выглядит следующим образом (как сумма матриц, ранг каждой из которых равен 1): 
, где  – k-й левый сингулярный вектор (столбец),  – k-й правый сингулярный вектор (столбец).
Подумайте, понятно ли Вам, что U и V – ортогональные матрицы?

Применение SVD:
1. Расчет ранга исходной матрицы. Ранг равен количеству ненулевых диагональных элементов в матрице S.
2. Спектральная теорема: Если A – симметричная положительно определенная матрица (например, матрица ковариации), то:
, где P – матрица из собственных векторов, а Λ – диагональная матрица, где на диагонали собственные значения матрицы А.
То есть для симметричной положительно определенной матрицы при помощи SVD можно найти собственные вектора/значения. В результате, если у Вас есть процедура для получения SVD матрицы, то Вы знаете, что собственные значения матрицы А совпадают с её сингулярными значениями, а собственные вектора совпадают с левыми сингулярными векторами. (Посмотрите метод главных компонент - PCA)

3. Получение обратной матрицы.
, где 
4. Получение псевдообратной матрицы:
У вас есть переопределенная система линейных уравнений:

, дающий минимум значения , носит название решение «методом наименьших квадратов». Такое решение получается следующим образом:
, , где матрица - псевдообратная матрица, которую можно получить при помощи SVD.
5. SVD – это способ уменьшить размерность задачи. Например, перейти из пространства размерности m в пространство меньшей размерности p, исключив из рассмотрения направления в которых нет значительного разброса данных. (пояснение в геометрическом смысле).
[bookmark: _GoBack]Полноранговый SVD позволяет восстановить исходную матрицу точно, в то время как SVD более низкого ранга (разложение, берущее в учет только часть сингулярных векторов и значений) возвращает наилучшую аппроксимацию исходной матрицы (в смысле метода наименьших квадратов) меньшего ранга.

Для чего используется:
- задачи распознавания лиц.
- сжатие изображений.
- задачи кластеризации.
- латентный семантический анализ/поиск. Пример: по заданному набору слов находить наиболее подходящие документы.
- рекомендательные системы: рекомендация пользователю товаров, фильмов и тд, по уже сделанному им выбору и выбору других пользователей, похожих на него.

Пример: у Вас есть изображение, которое хранится в матрице 256 на 264 (например, величины 0/1). Матрица имеет ранг 256. Чтобы отправить матрицу необходимо передать 256*264 = 67584 чисел. Если Вы отправите аппроксимацию с рангом = 36, то Нужно будет переслать только: 36 сингулярных значений, 36 левых сингулярных векторов, каждый из 256 компонент, 36 правых векторов, каждый из 264 компонент, итого = 18756 чисел. (На самом деле даже меньше, так как вектора нормированы).

Для задач, где базис правых сингулярных будет одним и тем же достаточно пересылать только часть левых сингулярных и сингулярные числа.

Пример 1 (понижение размерности задачи):
Матрица (ранга 2):
,
тогда

Собственные значения этих матриц равны (28.86, 0.14, 0). Заметим, что 1). Ранг матрицы равен 2, что показывает нулевой последний элемент, 2). Второе собственное значение много меньше, чем первое, а значит можно ограничиться первым элементом для уменьшения размерности задачи.
Собственные вектора матриц: 
, ,
Если ограничиться в матрицах U и V только первыми сингулярными векторами и оставить только первое собственное значение, то результирующая матрица A будет выглядеть как
,
Новая матрица А – наилучшее приближение исходной матрицы А в квадратичной метрике (поэлементно) меньшего ранга.
Примечание: здесь значения указаны не точно, округление до 2-3-его знака. Можете пересчитать самостоятельно, что всё верно.
Примечание 2: например, в MatLab svd можно получить одной командой [U, S, W] = svd(A).

Итерационный алгоритм сингулярного разложения (который Вы можете самостоятельно реализовать в T-SQL)
Смысл: поиск наилучшего приближения произвольной d  матрицы X матрицей вида  (где b – d-мерный вектор, а a – n-мерный вектор) методом наименьших квадратов: 

Решение этой задачи дается последовательными итерациями по явным формулам. При фиксированном векторе  значения , доставляющие минимум форме  однозначно определяются равенствами 

Аналогично, при фиксированном векторе  определяются значения :

В качестве начального приближения вектора а возьмем случайный вектор единичной длины, вычисляем вектор b, далее для вектора b вычисляет вектор а и тд. Каждый шаг уменьшает значение F(b,a). В качестве критерия остановки используется малость относительного уменьшения значения минимизируемого функционала за шаг итерации () или малость самого значения F.
В результате для матрицы   получили наилучшее приближение матрицей  вида , где 1 – это номер итерации. Далее из матрицы X вычитаем полученную матрицу , и для полученной матрицы отклонений  вновь ищем наилучшее приближение матрицей  этого же вида и тд, например, пока норма  не станет достаточно малой. В результате получили итерационную процедуру разложения матрицы X в виде суммы матриц ранга 1 , то есть . Полагаем  и нормируем векторы . В результате получена аппроксимация сингулярных чисел и сингулярных векторов. 
Этот алгоритм можно реализовать при помощи средств T- SQL. Попробуйте!

Геометрический смысл SVD: 

Пусть размеры матрицы A следующие: d строк, n столбцов. Будем рассматривать А как набор d точек в n-мерном пространстве. Каждая точка -  - координаты радиус-вектора в n – мерном пространстве.





Пусть  - векторы в матрице V (в случае транспонированной матрицы V вектор  - i-я строка в матрице). По разложению все эти вектора с единичной длиной. Заметим, что  - это проекция вектора  на направление . 

Как работает алгоритм: 


Первый правый сингулярный вектор  определяется для n точек как «best fit line» (линия, для которой сумма квадратов расстояний от точек до линии минимальна, что равносильно тому, что сумма квадратов проекций радиус-векторов точек на эту линию максимальна), проходящая через начало координат в n-пространстве.  - единичный орт для этой линии.

.


Первый левый сингулярный вектор  определяется как . (нормированная проекция).




В результате каждая компонента первого левого сингулярного вектора с точностью до первого сингулярного коэффициента:, то есть  - это проекция  вектора  на направление . 
Отсюда понятен и физический смысл первого (и всех остальных) сингулярного числа: это корень из суммы квадратов проекций радиус-векторов точек на первый правый сингулярный вектор.

Пример с геометрическим смыслом:
Рассмотрим задачу: 3 человека решали 2 задачи и получили какие-то баллы. 2 задачи, 3 человека равносильно 3-м точкам в двумерном пространстве задач, где координаты векторов – оценки, полученные каждым человеком за эти задачи (например, по десятибалльной системе).

	 
	З1
	З2

	Ч1
	9
	4

	Ч2
	6
	8

	Ч3
	2
	7



Сингулярное разложение для матрицы А следующее:

	U
	 
	 
	
	S
	 
	
	V
	 

	0.6105
	-0.7174
	-0.3355
	
	14.9359
	0
	
	0.6925
	-0.7214

	0.6646
	0.2336
	0.7098
	
	0
	5.1883
	
	0.7214
	0.6925

	0.4308
	0.6563
	-0.6194
	
	0
	0
	
	
	



На рисунке точки  (1), (2), (3) – для каждого человека его результаты решения задач. Вектор V1 – первый правый сингулярный вектор, такой, что сумма квадратов расстояний от точек до V1 минимальна (сумма квадратов длин проекций максимальна). Так же показан физический смысл длины проекции от 1-й точки на вектор V1 – это значение первой компоненты первого левого сингулярного вектора с точностью до первого сингулярного числа.
[image: ]
Комментарий: возможно, если в данной задаче больше внимания уделять кластеризации данных, то стоило перенести начало координат в центр масс системы.

Вывод, как работает SVD:
Вектор V1 проходит в области, где значения лежат наиболее плотно (для минимизации квадратов расстояний до прямой). Соответственно, наибольшие значения проекций (рейтинга) будут у тех значений, которые лежат в «облаке».
Исключение: случаи, когда у лежащих вне «плотной» области точек значительно отличающиеся от «облака» координаты, в этом случае прямая вынуждена учитывать и эти значения.
Первый левый сингулярный вектор – это (с точностью до сингулярного числа) проекции строк матрицы A на первый левый сингулярный вектор. (аналогично для остальных сингулярных векторов).

Пример 2 (анализ документов, латентно-семантический поиск (LSI) = поиск по смыслу):
У нас есть ряд документов, и мы хотим автоматически определять их похожесть (кластеризовать по темам). Для этого, выделим в каждом из документов отдельные слова (назовем эти слова «токены»), посчитаем для каждого документа и токена количество вхождений в документ (то есть, сколько раз каждый токен входил в каждый документ). Пусть в нашем примере всего d уникальных слов и суммарное количество изучаемых документов равно n. 
Пусть вектор-столбец  будет содержать информацию по вхождению каждого токена в документ номер j. Составим матрицу А из таких векторов

Элемент  будет показывать сколько раз слово i входит в документ j. Таким образом, в столбцах будет содержаться информация по каждому документу, а в строках – информация по каждому слову, а именно частотная характеристика каждого слова. То есть матрицу А можно записать и таким образом:
,
где  – информация по слову i, в каких документах и в каком количестве оно содержится (иногда частоту встреч взвешивают нужными коэффициентами, либо берут логарифмы/квадратные корни). 
Посмотрим, за что тогда отвечает матрица 

Вспомним, что такое скалярное произведение? Чем у двух объектов оно больше, тем эти два объекта больше похожи друг на друга. То есть объекты матрицы  содержат в себе информацию, насколько слова похожи друг на друга в смысле вхождения в различные документы.
Аналогично, матрица  выглядит как:

То есть каждый элемент содержит информацию о «похожести» документов, чем значение больше, тем больше документы похожи.
Мы хотим по набору слов выбрать наиболее подходящие документы. Для исследования мы хотим уменьшить размерность исследуемого пространства с размерности d = «колво документов» до более «комфортной» для исследования размерности (например, определяемой по колву значимых сингулярных значений).
Для простоты интерпретации результата здесь мы ограничимся, например, 2-мя сингулярными значениями (, ). Тогда матрица U будет выглядеть как:

Первый индекс отвечает за номер вектора, второй индекс за номер компоненты вектора. i-я строка отвечает за коэффициенты i-ого слова в пространстве правых сингулярных векторов V (с точностью до сингулярного значения «сигма», см. пример с геометрическим смыслом). В данном случае в пространстве из двух первых правых сингулярных векторов.
Матрица V также ограничена двумя столбцами (в силу выбора количества сингулярных значений)

i-я строка отвечает за компоненты i-ого документа в базисе правых сингулярных векторов V. В данном случае в пространстве из двух первых правых сингулярных векторов. То есть мы, таким образом, спроецировали и документы и слова в одно пространство меньшей размерности. Теперь ответ на вопрос, что такое «наиболее релевантные документы для заданного слова», можно получить простым образом: те документы, вектор которых составляет меньший угол с вектором слова, и являются наиболее релевантными для поискового слова.
Пусть Ваша поисковая строка состоит из j-ого и k-ого слов (и может быть еще из каких-то, которых нет в Вашем словаре). Ваша задача найти угол между вектором слов в базисе двух правых сингулярных векторов:  (! один вектор – линейная комбинация векторов поисковых слов) и каждым вектором документов в базисе тех же правых сингулярных векторов 

Простой пример (для понимания).
Пусть наша матрица документы – слова выглядит следующим образом: 
	
	1
	2
	3

	компьютер
	1
	0
	1

	ноутбук
	1
	0
	2

	цветы
	0
	1
	0


Даже без применения SVD видим, что документы чётко разделены по тематике. Посмотрим, что нам покажет SVD.
Разложение выглядит следующим образом:
	U
	
	
	
	S
	
	
	
	V
	
	

	0.5257
	0
	-0.8507
	
	2.618
	0
	0
	
	0.5257
	0
	0.8507

	0.8507
	0
	0.5257
	
	0
	1
	0
	
	0
	1
	0

	0
	1
	0
	
	0
	0
	0.382
	
	-0.8507
	0
	0.5257


В трехмерном пространстве документов каждое слово – это точка, где координаты точки – это колво раз, которые слово встречается в документе. Видим, что первый правый сингулярный вектор V1 (первый столбец в матрице V) размещен в плоскости 1-ого и 3-его документов, 2-й V2 вдоль оси второго документа, третий V3 им перпендикулярен и тоже расположен в плоскости 1, 3 документов. 
Компоненты первого левого сингулярного вектора U1 (первый столбец в матрице U), домноженные на первое сингулярное число (первый элемент в матрице S), – это проекции первого, второго и третьего слова на первый правый сингулярный вектор. Аналогично для второго левого сингулярного вектора U2. 
Видим, что действительно первое и второе слово дают проекцию на первый правый сингулярный вектор V1, а третье слово даёт только на второй V2.
На рисунке красными точками показаны слова в пространстве документов. Голубым отображены два первых правых сингулярных вектора.
На следующем рисунке показан базис из двух правых сингулярных векторов и проекции слов и ортов документов на это пространство.
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Если в качестве поискового слова мы бы выбрали «компьютер» и оставили бы только 2 столбца, то получили бы следующее:

Коэффициенты слова «компьютер» в пространстве правых сингулярных векторов V1 и V2:
	0.5257*2.618
	0*1


(u11*сигма1, u21*сигма2)
Коэффициенты документов в пространстве правых сингулярных векторов V1 и V2:
Документ 1: 0.5257	0
Документ 2: 0	1
Документ 3: 0.8507	0

Скалярное произведение слова «компьютер» с документом 1 равно: 0.5257*2.618*(0.5257) = 0.7235, во втором документе: (0.5257*2.618)*0 = 0, с третьим документом: (0.5257)*2.618*(0.8507) = 1.17. 

Косинус угла между словом и каждым документам равен: 
если ограничиться двумя сингулярными числами:
с первым документом: ((0.5257)*2.618*(0.5257))/(0.5257*0.5257*2.618) = 1
со вторым документом: 0
с третьим документом: (0.5257)*2.618*(0.8507)/(0.5257*2.618*0.8507) = 1

Если бы оставили все три сингулярных значения (то есть по сути оставили бы вектора документов и слов без изменений, только повернули базис, в котором они записаны):

Для первого документа косинус угла между векторами: (0.5257*2.618, 0, 0.382*(0.8507)) и (0.5257, 0, 0.8507) равен 0.71.
Для второго документа косинус угла между векторами: (0.5257*2.618, 0, 0.382*(0.8507))  и (0, 1, 0) равен 0.
Для третьего документа косинус угла между векторами (0.5257*2.618, 0, 0.382*(0.8507)) и (-0.8507, 0, 0.5257) равен 0.71.
Что, кстати, можно сравнить с исходной таблицей: косинус угла между первым словом с первым документом равен 1/Корень(2) = 0.7071, между первым словом и вторым документом = 0, между третьим словом и третьи документом = 1/Корень(2) = 0.7071.

Как получилось? Подумайте, как посчитать косинус угла между векторами: w1 (1, 0, 1) и d1 (1, 0 , 0), координаты даны в пространстве документов.

Конкретные примеры LSA можно увидеть, например, в статье «Scott Deerwester, Susan T. Dumais, George W. Furnas, Thomas K. Landauer, Richard Harshman. 1990. Indexing by Latent Semantic Analysis. Journal of the American Society of Information Science. 41(6):391--407.»

Если Ваша поисковая строка состоит из более, чем одного слова, то Вам нужно искать угол между документами и поисковой строкой. Поисковая строка – это линейная комбинация слов.
Например, если в Вашем примере поисковая строка состояла бы из слов «ноутбук цветы», то вектор имел бы следующие компоненты в пространстве двух правых сингулярных векторов:
	0.5257*2.618
	1*1


(просто сумма 1-й и 3-й строк в матрице U, где первый элемент в строке умножен на первое сингулярное число, а второй на второе.) 
Подумайте, понятно ли Вам, почему так?

Приложение (более сложный пример):
Пример на книгах из библиотеки (по аналогии с примером в LingPipe):
	Книга
	Книга

	1
	Защита информации в компьютерных системах

	2
	Разработка правил информационной безопасности

	3
	Секреты безопасности компьютерных сетей

	4
	Интеллектуальные информационные системы в экономике

	5
	Экономическая информационная система



Определим набор ключевых слов для каждого документа:
	Книга
	Набор тегов

	1
	защита; информация; компьютерные; системы

	2
	разработка; правила; информационная; безопасность

	3
	секрет; безопасность; компьютерные; сети

	4
	интеллектуальные; информационные; системы; экономика

	5
	Экономическая; информационная; система



Итоговая таблица с вхождениями тегов в заголовки:
	Слова
	Номер слова/Номер документа
	1
	2
	3
	4
	5

	1
	защита
	1
	
	
	
	

	2
	информация
	1
	
	
	
	

	3
	компьютерный
	1
	
	1
	
	

	4
	система
	1
	
	
	1
	1

	5
	разработка
	
	1
	
	
	

	6
	правило
	
	1
	
	
	

	7
	информационный
	
	1
	
	1
	1

	8
	безопасность
	
	1
	1
	
	

	9
	секрет
	
	
	1
	
	

	10
	сеть
	
	
	1
	
	

	11
	интеллектуальный
	
	
	
	1
	

	12
	экономика
	
	
	
	1
	

	13
	экономический
	
	
	
	
	1



Поисковая строка для подбора книг: «безопасность в сети». Будем считать, что слово «сети»  в нашей поисковой системе аналогично слову «сеть». Если бы мы просто искали по вхождению слов в документ, то получили бы только книги 2 и 3. Если же мы применяем SVD, то результат оказывается лучше. Ограничимся при анализе только первыми двумя сингулярными значениями (хотя в данном примере 3-е число тоже можно было бы учесть). Здесь для матрицы S указаны только диагональные элементы.
	U
	
	
	V
	
	
	S
	
	
	
	

	1
	2
	
	1
	2
	
	1
	2
	3
	4
	5

	-0.1586
	0.0929
	
	-0.4238
	0.1968
	
	2.6723
	2.1177
	2
	1.4142
	1.1721

	-0.1586
	0.0929
	
	-0.4238
	0.1968
	
	
	
	
	
	

	-0.2596
	0.4762
	
	-0.2698
	0.8117
	
	
	
	
	
	

	-0.5559
	-0.2453
	
	-0.5778
	-0.4181
	
	
	
	
	
	

	-0.1586
	0.0929
	
	-0.4837
	-0.2981
	
	
	
	
	
	

	-0.1586
	0.0929
	
	
	
	
	
	
	
	
	

	-0.5559
	-0.2453
	
	
	
	
	
	
	
	
	

	-0.2596
	0.4762
	
	
	
	
	
	
	
	
	

	-0.101
	0.3833
	
	
	
	
	
	
	
	
	

	-0.101
	0.3833
	
	
	
	
	
	
	
	
	

	-0.2162
	-0.1974
	
	
	
	
	
	
	
	
	

	-0.2162
	-0.1974
	
	
	
	
	
	
	
	
	

	-0.181
	-0.1408
	
	
	
	
	
	
	
	
	



Желтым в матрице U покрашены компоненты, соответствующие нашим поисковым словам «безопасность» и «сеть».

Вычислим вес слов в каждом документе:
Суммарный вес слов равен: 
	-0.3606
	0.8595


(
-0.3606 = -0.2596 – 0.101
0.8595 = 0.4762 + 0.3833
)
Вектор поисковой строки в пространстве первых двух правых сингулярных векторов равен: 
(-0.3606*2.6723; 0.8595*2.1177), здесь компоненты домножены на соответствующие сингулярные числа, так как реальная проекция – это компонента единичного вектора * сингулярное число.
Вектора книг в пространстве правых сингулярных чисел представляют строки в матрице V.

Длина вектора слов (с коэффициентом сингулярным  вектором) равна 2.059509 = Корень(Степень(-0.3606*2.6723;2)+Степень(0.8595*2.1177;2)). Для каждой книги посчитаем угол между книгой и поисковой строкой. Проверьте, получается ли у Вас такой же результат?

	Книга
	Скалярное произвед
	Длина вектора документа
	Косинус

	1
	0.7666
	0.4673
	0.80

	2
	0.7666
	0.4673
	0.80

	3
	1.7374
	0.8554
	0.99

	4
	-0.2042
	0.7132
	-0.14

	5
	-0.0765
	0.5682
	-0.07



Видим, что наиболее подходящие нам книги – это 1, 2, 3. То есть первая книга тоже попала, так как она связана по тематике с книгой 3.

Дополнение: посмотрите на знаковые паттерны, в случае матрицы U они показывают, как кластеризованы темы, в случае матрицы V знаковые паттерны показывают как кластеризованы книги.
Дополнение 2: обратите внимание, что по сути SVD достаточно сделать однократно (если документы не изменяются), а потом на готовых таблицах проводить поиски нужное число раз.

К прочтению очень рекомендуется статья: «Как работают поисковые системы» Ильи Сегаловича.

Алгоритмы Data Mining в SQL:
Алгоритмы Data Mining – алгоритмы, которые анализируют данные в поисках трендов и специфических паттернов (Обратите внимание, что «Корреляция» не означает «Причинно-следственная связь»).
Все алгоритмы, реализованные в MS SQL:
ms-help://MS.SQLCC.v10/MS.SQLSVR.v10.en/s10dm_0evalplan/html/ed1fc83b-b98c-437e-bf53-4ff001b92d64.htm
ms-help://MS.SQLCC.v10/MS.SQLSVR.v10.en/s10dm_0evalplan/html/3b53e011-3b1a-4cd1-bdc2-456768ba31b5.htm

Naïve Bayes – достаточно простой классификационный алгоритм (реализован в том числе в MSS Analysis Services), который используется в предсказательном моделировании. Работает быстро, так как достаточно простой, хорошо параллелится. Выходные результаты можно использовать на вход более сложным алгоритмам.

«Наивный» - приходит из факта, что алгоритм использует Теорему Байеса, но не принимает в учет существующие зависимости между переменными (то есть входные переменные считаются независимыми). По сути – это первый шаг для погружения в Машинное обучение и алгоритмы Data Mining. И до сих пор этот метод является наиболее популярным (задающим базисную линию для точности) для классификации текстов. Под классификацией текстов понимается следующее: спам/не спам, спорт/культура/политика и тд.

Пример использования:
- Маркетинговая программа: рассылать рекламные флайеры только тем, кто с большей вероятностью откликнется и придет за покупкой. Цель – минимизировать стоимость рекламы, но при этом получить покупателей.

- Предсказания типа комментария – «положительный», «отрицательный» или «нейтральный». Например, Вы хотите автоматически по набору слов в комментарии/отзыве понимать, положительный ли отзыв оставил клиент (например, отзыв про отель или про товар/обслуживание в магазине, фильм и тд).

Формула Байеса:
Весь алгоритм построен на формуле Байеса. 





Пример применения формулы Байеса для интерпретации результатов анализов.
Известно, что в популяции % заболеваний составляет 1 случай на 100. То есть на 10 000 популяции реально болеющих 100 человек. Известно, что скрининг-тест дает положительный результат на 80 из 100 реально болеющих. То есть «True Positive Rate» = 80% (sensitivity). Но при этом положительный результат получается и у 950 человек из 9900 здоровых («False Positive Rate» = 9.6%, specificity = (9900-950)/9900 = 90%). Какова вероятность того, что человек болен, если результат его теста положителен?

	результат теста\наличие заболевания
	Да
	Нет
	 
	Всего
	 
	Да
	Нет

	Да
	80
	950
	 
	1 030
	Да
	TP
	FP

	Нет
	20
	8 950
	 
	8 970
	Нет
	FN
	TN

	 
	 
	 
	 
	 
	
	
	

	Всего
	100
	9 900
	 
	10 000
	
	
	



В этом случае можно даже не применять явно формулу Байеса: у нас 10000 человек, из них тест показывает 80 положительных результатов на 100 действительно болеющих и 950 положительных на остальных 9900. То есть реально болеют 80 из (80 + 950), в результате вероятность болезни в случае положительного теста ~ 7.8%.  
По формуле Байеса: 





Посчитайте теперь вероятность болезни, в случае, если тест дает отрицательный результат:

 

Еще интересный пример, который советую Вам изучить – Парадокс Монти Холла. Попробуйте самостоятельно применить формулу Байеса для этой задачи.

А теперь давайте приведем пример использования формулы Байеса для задач классификации, что мы будем делать дальше.
Пусть у нас есть 500 писем, из которых 300 помечено как «не спам», а 200, как спам. Мы знаем, что в этих письмах встречается фраза «Вы выиграли в лотерею», при этом в помеченных как спам оно встречается в 50 письмах, в помеченных, как не спам, в 5-ти.
Вам пришло письмо, с какой вероятностью оно является спамом, если в нём есть фраза «Вы выиграли в лотерею»?

Формула Байеса для подсчета нужной величины выглядит как: 





 - искомая величина, с какой вероятностью письмо является спамом, если в нём есть нужная  фраза (в примере для краткости заменено на словосочетание JackPot).

 - вероятность вообще, что пришедшее письмо – спам. Эта вероятность рассчитывается по истории классификации писем.

 - какова вероятность появления искомого выражения в случае, если мы рассматриваем только сообщения, помеченные, как спам. Снова по старым письмам, мы смотрим, а в скольких из них есть заданная фраза.

 - какова вероятность того, что это не спам (в среднем по статистике приходящих писем, снова историческая вероятность).

 - какова вероятность появления искомого выражения в случае, если мы рассматриваем только сообщения, помеченные, как НЕспам.

*В Википедии есть общая формула, которая позволяет по письму высчитать вероятность того, что это спам, учитывая вхождения всех значимых слов. Здесь мы её не приводим.

Для нашего примера вероятность, что письмо является спамом, составляет: 



Картинка ниже иллюстрирует формулу Байеса. Действительно, если письмо содержит фразу про выигрыш лотереи, то в 50 из 55 случаев оно будет спамом.

[image: ]

Давайте применим формулу Байеса для предсказания класса объекта по набору его свойств. Пример взят с сайта blog.aylien.com, основной плюс его в наглядности. Вы можете сами придумать примеры не хуже.
У Вас есть выборка из 1000 фруктов, для которых Вы проставили, к какому классу эти фрукты принадлежат, а так же проверили, каким свойствам удовлетворяют эти фрукты. Получилась следующая таблица:
	 
	Длинный
	Сладкий
	Желтый
	 
	Всего

	Банан
	400
	350
	450
	 
	500

	Апельсин
	0
	150
	300
	
	300

	Иной
	100
	150
	50
	 
	200

	 
	 
	
	 
	
	 

	Всего
	500
	650
	800
	 
	1000



Теперь вашему классификатору на вход дали некий фрукт, про который известно, что он длинный, сладкий и желтый. Вам необходимо определить, к какому классу с большей вероятностью относится этот фрукт:



Эту формулу мы уже выписали в предположении, что свойства независимы, что на самом деле может быть не так.








Видно, что с большей вероятностью неизвестный фрукт является бананом.
В будущем этот пример будет заменен на вероятность получить стипендию за 1КР, если у человека есть набор свойств: курс, знания SQL до этого, посещаемость занятий, возможно пол.

Теперь давайте применим формулу Байеса для классификации документов:
В случае задачи классификации документов, формула Байеса перепишется, как:




 -  апостериорная вероятность, что данный документ d принадлежит классу Ck.

 - вероятность встретить документ d среди всех документов класса Ck. (априорная вероятность)

 - безусловная вероятность встретить документ класса Ck в наборе всех документов (вероятность класса).

 - безусловная вероятность документа d в наборе документов.


Пусть у нас есть словарь важных слов . 
Для каждого документа в тренировочном наборе мы можем задать вектор, содержит ли этот документ слово из словаря важных слов?

Здесь есть несколько моделей: первая (Бернулли) – для каждого слова в словаре проставляем 1/0 – есть это слово в документе или нет, вторая – для каждого слова, сколько раз оно встречается в этом документе. В случае модели Бернулли для каждого документа будет существовать вектор: , где bj равны 1, если в этом документе есть это слово, иначе 0.

При условии, что слова в документе появляются независимо друг от друга (что и является «наивным» предположением), вероятность документа будет аппроксимироваться следующим произведением условных вероятностей:



Здесь - вероятность, что слово wi есть в документе класса Ck если bi = 1, иначе вероятность того, что этого слова в документах этого класса нет.

Работа Алгоритма:
На вход подается: 

тренировочный набор документов ;
каждый документ – это «bag of words»

набор классов, которые нам нужны 

сопоставление тренировочному набору классов 

новый документ 

На выходе нужно сопоставить класс для нового документа на основе тренировочных данных.

Для нового документа класс выбирается как: класс, который дает максимальную вероятность  на этом документе.

Шаги:

Как рассчитывать множители для модели Бернулли: 
в модели Бернулли 
1) 
- то есть, если у нас всего N документов в тренировочном наборе, тогда априорная вероятность того, что новый документ класса Ck может быть оценена по текущим документам, как доля документов класса Ck в существующем наборе. (Nk – колво документов, уже проклассифицированных как Ck). 
*При фильтрации спама обычно считают, что вероятность спама и НЕспама одинаковы. И эту вероятность приравнивают к 50%.
2) 

, здесь  - вероятность найти слово wi, если известно, что рассматриваем только класс Ck. 
3) 

 , здесь  - колво документов класса Ck, которые содержат в себе слово wi.

Проблема: если в документе, который нужно классифицировать, есть неизвестные слова, если комментарий носит саркастический характер.
Дальнейшие расширения алгоритма: использования последовательности слов (2 слова подряд, например), предобработка текста: включение всех форм.

Давайте на примере существующих отзывов проклассифицируем новый.
Учтите, что пример ниже является искусственным, только для иллюстрации, в целом тренировочный набор должен быть значительно больше. 

Словарь: [‘прекрасный’, ‘ужасный’, ‘восхитительный’, ‘отвратительный’, ‘скучный’, ‘веселый’, ‘тихий’, ‘шумный’, ‘грязный’, ‘чистый’]
Набор комментариев (необязательно про один отель): 
1: Отель расположен в прекрасном месте, но обслуживание отвратительное, в номере грязно, на территории шумно. Оценка: Отрицательно
2:  Питание прекрасное, в номерах относительно чисто, очень нравился восхитительный вид на океан. Оценка: Положительно
3.  Всё было ужасно. Отель находится далеко от пляжа в шумной и грязной части города. Питание отвратительное, по вечерам никакой анимации, было скучно. Оценка Отрицательно
4. Нам очень понравилось. Кормили прекрасно, анимация вёселая, по вечерам было тихо. Оценка: Положительно
5. Отель расположен в исторической части города, очень удобно добираться до достопримечательностей. На этом плюсы заканчиваются. Питание ужасное, в номере плохая звукоизоляция, шумно по ночам, так как на улице много баров. Вид из окна отвратительный – номер в соседнем отеле. Оценка: Отрицательно.

В базе данных эта информация хранится в виде (текст комментариев не указан, но подразумевается):
	Документы
	 
	 
	
	Данные
	 
	
	Словарь
	 

	Док_ID
	Текст
	Класс
	
	Док_ID
	Слово_ID
	
	Слово_ID
	Слово

	1
	
	-1
	
	1
	1
	
	1
	прекрасный

	2
	
	1
	
	1
	4
	
	2
	ужасный

	3
	
	-1
	
	1
	8
	
	3
	восхитительный

	4
	
	1
	
	1
	9
	
	4
	отвратительный

	5
	 
	-1
	
	2
	1
	
	5
	скучный

	
	
	
	
	2
	3
	
	6
	веселый

	
	
	
	
	2
	10
	
	7
	тихий

	
	
	
	
	3
	2
	
	8
	шумный

	
	
	
	
	3
	8
	
	9
	грязный

	
	
	
	
	3
	9
	
	10
	чистый

	
	
	
	
	3
	4
	
	
	

	
	
	
	
	3
	5
	
	
	

	
	
	
	
	4
	1
	
	
	

	
	
	
	
	4
	6
	
	
	

	
	
	
	
	4
	7
	
	
	

	
	
	
	
	5
	2
	
	
	

	
	
	
	
	5
	8
	
	
	

	
	
	
	
	5
	4
	
	
	



Вам нужно проклассифицировать следующий отзыв (например, на другом сайте, где пользователи не ставят оценки, а только пишут комментарии): «Отель новый, поэтому, наверное, персонал работает пока прекрасно. Питание трехразовое, особо восхитительна выпечка по утрам. Пляж чистый и всегда есть свободные лежаки, в бассейне по утрам весело, проходят занятия для детей.»

Для этого документа вектор будет следующим (в таблицу Данные):
	Док_ID
	Слово_ID

	6
	1

	6
	3

	6
	10

	6
	6





В нашем примере , 
Посчитаем колво документов, которые содержат в себе каждое слово и условную вероятность, встретить слово, если документ уже проклассифицирован:
	Слово
	Класс "1"
	Класс "-1"
	P(1)
	P(-1)

	1
	2
	1
	1.00
	0.33

	2
	0
	2
	0.00
	0.67

	3
	1
	0
	0.50
	0.00

	4
	0
	3
	0.00
	1.00

	5
	0
	1
	0.00
	0.33

	6
	1
	0
	0.50
	0.00

	7
	1
	0
	0.50
	0.00

	8
	0
	3
	0.00
	1.00

	9
	0
	2
	0.00
	0.67

	10
	1
	0
	0.50
	0.00



Теперь посчитаем на новом тексте: 
Обратите внимание на то, что знаменатель у дробей одинаковый, поэтому достаточно сравнить числители:


P(положительного отзыва (1) при условии заданного 6-ого документа) =  = 0.025

P(отрицательного отзыва (1) при условии заданного 6-ого документа) =  

То есть, отзыв проклассифицировался бы как положительный.

Понятно, что хорошего анализа выборка должна быть намного больше. В данном случае размер выборки только для отражения работы алгоритма.

Литература:
1. http://www.uwlax.edu/faculty/will/svd/compression/index.html
2. http://learning.cis.upenn.edu/cis520_fall2009/index.php?action=home
3. LingPipe tutorials: http://alias-i.com/lingpipe/demos/tutorial/read-me.html
4. Wikipedia
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